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Wykorzystanie perceptronowych sieci
neuronowych w zagadnieniu wyceny
nieruchomosci

1. Wprowadzenie

W wielu zagadnieniach szeroko rozumianej analizy danych ekonomicznych,
oprocz klasycznych metod statystycznych, wazne zastosowanie znajduja takze na-
rzgdzia oparte na sztucznej inteligencji, zwlaszcza sieci neuronowe. Problematyka
sieci neuronowych i ich zastosowan zostala rozwinigta w bogatej literaturze, np.
[S. Haykin 1994; P. Lula 1999; S. Osowski 1996; A. P. Refenes (ed.) 1995;
R. Tadeusiewicz 1993; J. S. Zielinski (red.) 2000]. Metody wywodzace si¢ z tego
obszaru mogg okazac si¢ szczegodlnie przydatne w analizie problemow, w ktorych
istnieja trudne do zidentyfikowania, nieliniowe relacje pomiedzy zmiennymi
w analizowanym systemie ekonomicznym, lub gdy posiadamy niewielkg wiedze
aprioryczng dotyczaca badanego obiektu, ale dysponujemy odpowiedniag ilo$cig
danych mogacych postuzy¢ do uczenia sieci. Tego typu zagadnienia, w ktorych
efektywno$¢ sieci neuronowych zostata teoretycznie i empirycznie potwierdzona
[A. Beltratti, S. Margarita, P. Terna 1996; P. Lula 1999; J. Morajda 1997; J. Mo-
rajda — w druku; J. Morajda 2003; A. P. Refenes (red.) 1995; J. S. Zielinski
(red.) 2000], czesto pojawiaja si¢ w roznych dziedzinach ekonomii i zarzadzania,
np. w prognozowaniu rynkow finansowych, marketingu, ocenie ryzyka kredyto-
wego itp.

Zamieszczone w niniejszym opracowaniu badania dotycza wykorzystania sieci
neuronowych typu perceptron do szacowania wartosci nieruchomosci metoda po-
rownawczg, tzn. w oparciu o dane dotyczace innych, wycenionych wczesniej
obiektow. Narzedziami wspomagajacymi taka wycen¢ moga by¢ modele formalne
wykorzystujace funkcje regresji, jednak w zwigzku z nieliniowym i nie w pelni
zidentyfikowanym charakterem powigzan pomiedzy czynnikami wplywajacymi na
warto$¢ nieruchomosci a jej cena, istnieja przestanki do zastosowania sieci neuro-
nowych w tym zagadnieniu.

Typowa odpowiedz sieci neuronowej, podobnie jak w przypadku modelu re-
gresyjnego, polega na wygenerowaniu jednej ,,punktowej” wartosci liczbowej,
stanowigcej szacowang wycene. W niniejszej pracy podj¢to jednak probe wyko-
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rzystania zbioru sieci typu perceptron do aproksymacji funkcji gestosci prawdo-
podobienstwa dla ceny sprzedazy danej nieruchomosci, co wnosi wigcej informa-
cji dotyczacej wartosci obiektu i mozliwo$ci negocjacji ostatecznej ceny.

2. Opis problemu i zastosowana metoda jego rozwiazania

Podejscie porownawcze do wyceny nieruchomosci polega na szacowaniu war-
tosci obiektu poprzez jego pordwnanie z charakterystyka podobnych, wczesniej
sprzedanych (wycenionych) obiektow na podstawie okre§lonego zestawu cech.
Do konstrukcji modelu stuzacego do realizacji takiej wyceny mozna zastosowaé
sie¢ neuronowa, uczong (i testowang) przy uzyciu wzorcoOw opisujacych nierucho-
mosci, dla ktorych wezes$niej zawarto transakcje kupna po okre$lonej cenie. Wy-
stegpujace we wzorcach uczacych cechy obiektow stanowig zmienne wejsciowe
(objasniajace) dla modelu neuronowego, a cena transakcji — zmienng wyj$ciowa
(objasniang). Tak nauczona sie¢, po podaniu na wejscie opisu wycenianego
obiektu, wygeneruje jako sygnat wyjsciowy jego wyceng. Procedura ta stanowi
typowe wykorzystanie realizujacych nieliniowa regresj¢ sieci neuronowych do
prognozowania okre$lonej wartosci.

Jednakze sieci typu perceptron, konstruowane dla realizacji procesu klasyfika-
cji (a nie w celu obliczania ,,punktowej” prognozy), mozna wykorzysta¢ do
aproksymacji funkcji gestosci prawdopodobienstwa dla prognozowanej zmiennej.
Podstawy teoretyczne tej metodyki zawarte zostalty w pracy [D. W. Ruck,
S. K. Rogers, M. Kabrisky, M. E. Oxley, B. W. Suter 1990], w ktorej m.in. poka-
zano, iz w zagadnieniu klasyfikacji sygnaly wyjéciowe perceptronu wiclowar-
stwowego odpowiednio uczonego przy uzyciu algorytmu wstecznej propagacji
bledéw' reprezentuja’ prawdopodobienstwa a posteriori przynaleznosci danego
wektora wejsciowego x do poszczegolnych klas. Ten fakt zostal wykorzystany
m.in. w pracy [J. Morajda — w druku] do zaproponowania neuronowego systemu
aproksymacji funkcji ggstosci prawdopodobienistwa w procesie prognozowania
szeregdw czasowych. Podobna koncepcja moze postuzyé w rozwazanym tu za-
gadnieniu wyceny nieruchomosci. Opiera si¢ ona na podziale zbioru warto$ci wy-
jéciowych (cen nieruchomos$ci w ciggu uczacym) na k roztacznych, uporzadkowa-
nych przedziatéw (determinujacych jednoczesnie klasy wektoréw wejsciowych x),
a nastepnie na przeprowadzeniu uczenia & jednowyjsciowych (realizujacych zada-
nie klasyfikacji) sieci perceptronowych przyporzadkowanych do poszczegélnych

! Jezeli istnieje & klas wektoréw wejsciowych x, perceptron posiada k wyjsé przyporzadkowa-
nych odpowiednio do kolejnych klas; w procesie uczenia pozadane wartosci wyjéciowe przyjmujg
wielko$¢ 1 na wyjsciu przypisanym wtasciwej klasie oraz 0 na pozostatych wyjsciach. Zamiast
k-wyjsciowego perceptronu mozna tez zastosowa¢ k osobnych sieci perceptronowych z jednym
wyjsciem kazda; uczenie takich sieci jest szybsze i przynosi lepsze efekty.

? Doktadno$é tej reprezentacji zalezy jednak m.in. od whasciwie dobranej struktury sieci (wiel-
kosci warstwy ukrytej, funkcji aktywacji neurondw itp.) i parametréw algorytmu uczenia.
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klas (przedziatlow cen). Podczas funkcjonowania nauczonych sieci, po zaprezento-
waniu okre$lonego wzorca wejsciowego charakteryzujacego wyceniang nierucho-
mos$¢, wygenerowane wartosci wyjsciowe (zinterpretowane jako prawdopodobien-
stwa przynaleznosci wektora x do poszczegdlnych klas, a wycenianego obiektu
do poszczegolnych przedziatow cenowych) stuzg do realizacji aproksymacji funk-
cji gestosci prawdopodobienstwa dla wartoéci (ceny) nieruchomosci.

W przeprowadzonych badaniach wykorzystano dane pochodzace ze spisu po-
wszechnego przeprowadzonego w Bostonie (USA) w roku 1970 i zawierajace
400 przypadkéw dotyczacych charakterystyki nieruchomosci w poszczegdlnych
400 obszarach spisowych.

Kazdy z tych przypadkow jest opisany przez 13 nastgpujacych cech (potrakto-
wanych tutaj jako zmienne wejsciowe dla modeléw neuronowych):

— $rednia liczba pokoi w nieruchomo$ciach w danym obszarze,

— odsetek obiektow wybudowanych przed 1940 rokiem,

— odsetek ludnosci murzynskiej zyjacej w danym obszarze spisowym,

— odsetek ludno$ci o niskim statusie spotecznym,

— liczba popetnianych przestepstw w przeliczeniu na 1 mieszkanca,

— odsetek posiadtosci zajmujacych ponad 25 000 stop kwadratowych,

— udzial stref przemystowych w danym obszarze,

— stopa podatku od nieruchomosci,

— liczba uczniéw przypadajaca na 1 nauczyciela,

— wskaznik binarny réwny 1 dla obszarow graniczacych z rzeka Charles,

— wazona odlegto$¢ do 5 podstawowych stref zatrudnienia w Bostonie,

— wskaznik wyrazajacy tatwos¢ dostepu do obwodnic Bostonu,

— wskaznik zanieczyszczenia powietrza (st¢zenie tlenku azotu).

Jako zmienng objasniang w modelu przyjeto mediang warto$ci nieruchomosci
w danym obszarze spisowym.

Przed wykorzystaniem danych do budowy modelu neuronowego wszystkie
zmienne (wejSciowe i wyjsciowa) poddano standaryzacji przez odjecie warto$ci
sredniej dla kazdej zmiennej i nastgpnie wykonanie dzielenia przez odchylenie
standardowe.

Neuronowy system analizy danych zostat skonstruowany dla parametru & = 21,
tzn. przy wykorzystaniu 21 sieci typu perceptron wielowarstwowy, realizujacych
zadanie klasyfikacji i trenowanych przy zastosowaniu pozadanych wartosci wyjs-
ciowych typu binarnego (0 i 1). Kazda z tych sieci realizuje zadanie rozpoznawa-
nia okreslonej klasy nieruchomos$ci o wartosciach z danego zakresu cen o rozpig-
tosci 2250 $ (kolejne sieci sa zwigzane z kolejnymi przedziatami cenowymi).

Kazda sie¢ wchodzaca w sktad systemu zawierata 5 neuronéw ukrytych, posia-
dajacych funkcje aktywacji typu tangens hiperboliczny i byta trenowana przy wy-
korzystaniu algorytmu wstecznej propagacji btgdow (w wersji z modyfikacja wag
po demonstracji kazdego wzorca uczacego). Zastosowana procedura tzw. multi-
startu (wielokrotnego startu procesu uczenia od réznych zestawow wag poczatko-
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wych) pozwolita unikna¢ przypadkowego przedwczesnego zatrzymania uczenia
w lokalnym minimum funkcji btgdu.

Niezaleznie od opisanego wyzej systemu, analizie poddano (gléwnie w celach
porownawczych) efektywno$¢ wykorzystania klasycznej sieci perceptron, reali-
zujacej zadanie nieliniowej regresji i trenowanej przy uzyciu rzeczywistych war-
tosci cen nieruchomosci (zmiennej wyjéciowej). Sie¢ taka, po nauczeniu, generuje
jednak tylko ,,punktowe” rezultaty wyceny bez informacji o ksztalcie rozktadu
prawdopodobienstwa cen. Dla tej sieci zastosowano taka samg strukture i parame-
try algorytmu uczenia, jak w przypadku perceptronow klasyfikujacych.

Dwadziescia sposrdd 400 przypadkéow zakwalifikowano jako zbidr testowy
(nie biorgcy udzialu w uczeniu sieci), natomiast pozostate 380 rekordow zastoso-
wano do uczenia i walidacji sieci. Na rysunkach 1, 2 i 3 zademonstrowano m.in.
rozktad cen nieruchomosci (aprioryczny rozktad prawdopodobienstwa), ktérego
podstawowe parametry posiadaja nastgpujace wartosci (w tysigcach $): minimum
= 5,00; maksimum = 50,00; srednia = 23,02; odchylenie standardowe = 9,30.

3. Rezultaty badan

W tabeli 1 przedstawiono rezultaty wyceny nieruchomosci dla 20-elementowe-
go zbioru testowego, zrealizowanej najpierw przez klasyczny perceptron reali-
zujacy zadanie nieliniowej regresji (sa to ,,punktowe” warto$ci wycen, nie wno-
szace informacji o szacunkowym rozktadzie prawdopodobienstwa).

Tabela 1

Rzeczywiste i oszacowane przez regresyjny perceptron wartosci nieruchomos$ci (mediany dla obsza-

ru spisowego) dla 20 przypadkéw zawartych w zbiorze testowym. Odpowiadajace sobie wartosci

(rzeczywista i oszacowana) dla pojedynczego przypadku sa umieszczone w jednej kolumnie jedna
pod druga

Wartoséci nieruchomosci w tys. $ dla 20 przypadkdéw ze zbioru testowego
Rzeczywista | 18,9 | 24,8 | 24,5 18,3 | 423 19,3 19,3 12,7 | 36,1 232
Oszacowana | 15,6 27,6 26,2 19,7 44.6 19,2 20,7 12,2 32,7 21,5
Rzeczywista | 21,2 15,7 18,2 18,8 11,9 14,3 | 284 | 43,5 | 21,2 | 20,6
Oszacowana | 26,5 16,9 16,6 | 21,0 | 22,5 16,0 | 26,7 | 46,7 | 21,7 | 228

Zrodto: obliczenia wiasne.

Otrzymano nastgpujace miary efektywnos$ci sieci perceptron dla zbioru testo-
wego: pierwiastek z btgdu sredniokwadratowego RMSE = 3,286 oraz btad $redni
MAE = 2.,440.

Z kolei na rysunkach 1, 2 i 3, dla trzech pierwszych przypadkow ze zbioru te-
stowego, zaprezentowano w postaci graficznej rezultaty funkcjonowania systemu
neuronowego ztozonego z 21 sieci perceptron, realizujacych zadanie klasyfikacji.
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Wykresy przedstawiaja rozktady wygenerowanych przez sieci perceptronowe syg-
natéw wyjsciowych, ktore tworza aproksymacje rozktadow gestosci prawdopodo-
bienstwa dla cen nieruchomo$ci w poszczegdlnych przypadkach. Aby na ich pod-
stawie uzyska¢ wiasciwe rozktady prawdopodobienstwa poprawne w sensie mate-
matycznym, wystarczy przeprowadzi¢ prosta transformacje sygnaldw, ktdéra spro-
wadza ujemne warto$ci do zera i nastgpnie przeskalowuje wszystkie warto$ci
sygnatdéw tak, aby ich suma wynosita doktadnie 1. Na rysunkach 1, 2, 3 zamiesz-
czono jednak (celowo) nie przeksztatcone rozktady sygnatow sieci, aby zobrazo-
wac rzeczywiste funkcjonowanie systemu neuronowego. Na wykresach oznaczo-
no tez rzeczywiste wartosci nieruchomosci oraz wielko$ci wyceny wygenerowane
przez klasyczny perceptron realizujacy operacj¢ regresji.

Rysunek 1

Oszacowany przez klasyfikujacy system neuronowy rozktad cen nieruchomosci dla przypadku testo-

wego nr 1 (linia ciggta 7 zacieniowanym obszarem). Linia przerywana ukazuje rozktad empiryczny

dla wszystkich 400 przypadkow. Biata strzatka wskazuje rzeczywista warto$¢, natomiast czarny
stupek reprezentuje sygnal wygenerowany przez klasyczny perceptron regresyjny
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Nalezy podkreslié, iz otrzymane aproksymacje rozktadéw prawdopodobienstwa
dla cen nieruchomosci dostarczaja duzo wigcej uzytecznej informacji niz zwykta
,punktowa” ewaluacja zawierajagca pojedyncza warto$c.

Rysunek 1 przedstawia sytuacje, w ktorej warto$¢ nieruchomosci moze byc
dos$¢ jednoznacznie i precyzyjnie okre$lona. Wycena wygenerowana przez klasy-
fikujacy system neuronowy wyznacza to oszacowanie na okoto 19 600 § z dosc
wysokim prawdopodobienistwem (prawie 0,7), co jest wielkoscig zlokalizowang
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Rysunek 2

Oszacowany przez klasyfikujacy system neuronowy rozktad cen nieruchomosci dla przypadku testo-

wego nr 2 (oznaczenia jak na rys. 1)
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Rysunek 3

Oszacowany przez klasyfikujacy system neuronowy rozktad cen nieruchomosci dla przypadku testo-
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bardzo blisko rzeczywistej warto$ci wynoszacej w tym przypadku 18 900 $. Re-
gresyjna sie¢ perceptronowa popetnita tutaj wyraznie wigkszy btad szacowania.

Analiza rozktadu warto$ci wycen zaprezentowana na rysunku 2 wskazuje na
niejednoznaczno$é oszacowania nieruchomosci dla drugiego przypadku testowe-
go, gdyz na wykresie rozktadu wystepuja 3 wyrazne i odrebne ,,szczyty”, repre-
zentujace kolejno ceny: 24 100 $§ (wycena zlokalizowana bardzo blisko warto$ci
rzeczywistej wynoszacej 24 800 $), 35 400 $, oraz ok. 50 000 $. Fakt ten poka-
zuje, iz prawdopodobnie istniejg jeszcze dodatkowe (nie uwzglednione w anali-
zie) czynniki (stanowigce potencjalne dodatkowe zmienne objas$niajace dla syste-
mu), ktore mogg mie¢ istotny wplyw na ceng¢ danej nieruchomosci. Ponadto in-
formacja pochodzaca z ksztalttu tego typu rozktadu moze by¢ niezwykle istotna,
np. dla sprzedawcy nieruchomosci, ktory wykorzystujac znaczng potencjalng
przestrzen do negocjacji cen (wyznaczong przez prawa czg$¢ rozktadu) moze
w efekcie uzyska¢ duzo wigksza cene sprzedawanego obiektu niz oszacowanie
wygenerowane przez regresyjny perceptron lub rzeczywista wartos¢ mediany cen
w danym obszarze.

Przypadek testowy nr 3 (zobrazowany na rysunku 3), charakteryzujacy si¢
dwoma wyraznymi wierzchotkami na wykresie rozktadu cen, jest w zasadzie po-
dobny w sensie interpretacji do omowionego wyzej przypadku 2.

4. Whnioski koricowe

Zaprezentowana w niniejszym artykule metoda funkcjonowania systemu neu-
ronowego ztozonego z pewnej liczby sieci typu perceptron, realizujacych zadania
klasyfikacji, okazata si¢ uzyteczna i efektywna w zagadnieniach wyceny nieru-
chomos$ci metoda pordwnawcza. Metoda pozwala na oszacowanie rozktadu praw-
dopodobienstwa dla wartosci badanego obiektu. Analiza takiego rozktadu w okre$-
lonym przypadku generuje znacznie wigcej uzytecznej informacji niz oszacowanie
pojedynczej wartosci, informacja ta za§ moze zosta¢ wykorzystana zardwno w ce-
lach badawczych (udoskonalenie modelu stuzacego do wyceny, np. poprzez iden-
tyfikacj¢ nowych zmiennych objasniajacych), jak 1 w zastosowaniach praktycz-
nych (negocjacja cen). Potencjalne kierunki dalszych badan to analiza doboru pa-
rametrow struktury i uczenia sieci neuronowych w omawianym systemie, a takze
badania efektywnos$ci wykorzystania metody w innych, podobnych problemach
ekonomicznych.
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